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ABSTRACT
Assessing�the�impact�of�input�data�incongruity�in�selected�quantitative�methods�for�modelling
natural�landscape�typologies
With�supervised�classification�methods,�we�can�determine�classification�rules�for�landscape�types�of�exist-
ing�landscape�typologies.�In�this�article,�we�analyse�whether�supervised�classification�methods�could�also
define�adequate�rules�for�landscape�types�determination�in�the�case�of�poorly�designed�typologies.�We�tried
to�model�two�Slovenian�intentionally�distorted�natural�landscape�typologies.�We�noted�that�due�to�the�incon-
gruity�of�the�distorted�typologies,�decision�tree�methods�were�not�capable�of�forming�rules�for�determination
of�landscape�types.�Although�we�did�manage�to�create�modelled�distorted�typologies�with�minimum�dis-
tance�to�means�method,�maximum�likelihood�method,�and�k-nearest�neighbours�method,�they�matched
the�basic�distorted�typology�only�slightly.�
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115

Geografski vestnik 90-1, 2018, 115–141 Methods/Metode

METHODS/METODE



IZVLEČEK
Preverjanje�vpliva�nesmiselnosti�vhodnih�podatkov�pri�izbranih�kvantitativnih�metodah�za�modeliranje
naravnopokrajinskih�tipizacij
Z metodami�nadzorovane�klasifikacije�lahko�za�obstoječe�naravnopokrajinske�tipizacije�določimo�klasi-
fikacijska�pravila�za�posamezne�pokrajinske�tipe.�V prispevku�razpravljamo,�ali�bi�tudi�v primeru�zelo�slabo
zasnovanih�tipizacij�z metodami�nadzorovane�klasifikacije�lahko�izdelali�dovolj�natančna�pravila�za�določanje
pokrajinskih� tipov.� Poskusili� smo� modelirati� dve� namenoma� popačeni� naravnopokrajinski� tipizaciji
Slovenije.�Opazili�smo,�da�zaradi�nesmiselnosti�popačenih�tipizacij�metode�odločitvenih�dreves�sploh�niso
bile�sposobne�izdelati�pravil�za�določanje�pokrajinskih�tipov.�Z metodami�najmanjše�razdalje,�največje�ver-
jetnosti�in�k najbližjih�sosedov�pa�smo�sicer�uspeli�izdelati�modelirane�popačene�tipizacije,�a so�se�te�z osnovno
popačeno�tipizacijo�le�malo�ujemale.�

KLJUČNE�BESEDE
geografija,�geografski�informacijski�sistemi,�modeli,�pokrajinska�klasifikacija,�Slovenija
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1 Introduction

1.1 Theoretical background of the research study

The determination of natural landscape types has a  long tradition in Slovenia (Melik 1946;
Perko 1998; Špes et al. 2002; Perko, Hrvatin and Ciglič 2015; Perko and Zorn 2016; see also Perko, Hrvatin,
and Ciglič 2017), as well as globally (i.e., Olson et al. 2001; Mücher et al. 2010). During the analysis of
the landscapes, the authors pointed out the numerous challenges present in the process of landscape
classification (Gams 1986; Mücher et al. 2003; Bailey 2004). One of the challenges is also the absence
of a general agreement on the perception of the term landscape. Udo de Haes and Klijn (1994) point-
ed out that an ecosystem may be defined as an abstract notion or as an actually recognisable object. In
order for the units to actually be identified, Bailey (1996, 4) states that ecosystems as geographic land-
scape units include all natural features and may thus be identified and delimited with boundaries. On
the contrary, Gams (1978, 15) states that »any�region�delimited�by�a line�on�the�map�is�an�unnatural�and
artificial�formation�that�serves�only�as�a means�for�determining�differences.«

Confirmation of the existence of natural landscape types is significant, since different computer
algorithms, which enable the modelling of previously formed typologies, are available. We can observe
different cases of assessment of landscape classifications (Breskvar Žaucer and Marušič 2006; Strand 2011).
The analyses (Ciglič 2012; 2014; Kokalj and Oštir 2013; Ciglič and Perko 2015) of two Slovenian nat-
ural landscape typologies (Perko 1998; Špes et al. 2002) have shown that both typologies, although they
were formulated with a manual determination of boundaries, are of sufficient quality and can be mod-
elled with quantitative methods.

Here, the question arises whether in the case of poorly designed or random typologies supervised
classification methods, which are often used in landscape analysis (e.g. decision trees, minimum dis-
tance to means method, maximum likelihood method, and k-nearest neighbours method), could even
result in the formation of models. We came across a study on the effectiveness of methods in geographical
analyses performed on simulated data (Belbin and McDonald 1993). Each method has its own spe-
cific advantages and disadvantages, and each yields different results.

The article aims to determine the effectiveness of methods for modelling typologies, even if the typolo-
gies in question were created without taking into account their natural landscape background, i.e.,
completely at random. With an experiment on the case of Slovenia, we will check how certain meth-
ods perform in the case of random, in some instances also incongruous natural landscape typologies.
In this manner, we will be able to assess the impact of methods on the result of the modelling. For the
purpose of this experiment, two original natural landscape typologies were distorted – the first accord-
ing to Perko (1998) and the second according to Špes et al. (2002).

1.2 Terminology

In the article, longer terms are used to differentiate among categories of typologies:
• original (natural landscape) typology – this term refers to the two original typologies; these are the

typologies of Slovenia according to Perko (1998) and Špes et al. (2002),
• (basic) distorted (natural landscape) typology – this term refers to intentionally distorted origi-

nal natural landscape typologies that were used to model the incongruous typologies of Slovenia,
• modelled distorted (natural landscape) typology – this term designates any typology that was cre-

ated by the supervised classification method based on the basic distorted natural landscape typology.
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2 Methodology

2.1 Original natural landscape typologies

The article is based on the analysis of natural landscape typologies by Perko (1998) and Špes et al.
(2002).

Perko determined 9 types:
• Alpine mountains (type code is 1.1),
• Alpine hills (1.2),
• Alpine plains (1.3),
• Pannonian low hills (2.1),
• Pannonian plains (2.2),
• Dinaric plateaus (3.1),
• Dinaric lowlands (3.2),
• Mediterranean low hills (4.1),
• Mediterranean plateaus (4.2).

Špes et al. (2002) determined 13 types:
• mountains (type code is 1),
• wide river valleys in mountains, hills and in karst areas (2),
• high karst plateaus and hills in carbonate rocks (3),
• hills in non-carbonate rocks (4),
• inter-mountain basins (5),
• low hills in the inner part of Slovenia (6),
• the plains and wide valleys in the area of low hills of the inner part of Slovenia (7),
• poljes (8),
• the low karst of the regions of Notranjska and Dolenjska (9),
• the low karst of the region of Bela Krajina (10),
• Kras and Podgorje karst (11),
• the low hills in the Primorska region of Slovenia (12),
• wide valleys and coastal plains in the Primorska region of Slovenia (13).

In the interest of clarity, the natural landscape typology by Perko (1998) was named TIPI9, while
the ecological landscape typology by Špes et al. (2002) was named TIPI13.

2.2 Preparation of distorted natural landscape typologies

First, we rasterized both original natural landscape typologies. The resolution of the raster layer
was 200 m (506,450 cells). This amount of cells can still be processed by usual computer equipment.
Than we randomly redistributed both original typologies and thereby also the selection of random learn-
ing cells across the space (Figure 1). With both, we preserved all the types in the same ratio and with
the same number of cells, as the cells were just randomly redistributed. In this way, we acquired a dis-
torted (random or incongruous) typology. The redistribution was performed with SPSS software. We
expected the distorted typologies to not reach the same scores and modelling success rates as the orig-
inal typologies.

The original TIPI9 typology corresponded with the distorted typology in 15.1%, which is equal to
the calculation of the theoretical agreement. The original TIPI13 typology corresponded with its dis-
torted typology in 13.1%, which is close to the calculation of the theoretical agreement (13.4%). Random
agreement between the original and the distorted typology is proof of both typologies being appro-
priately distorted.
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2.3 Data layers for modelling

For the purposes of modelling we selected four data layers, which had proved to be adequate in
previous studies, having already been conducive to relatively successful original typology modelling
(e.g. Ciglič and Perko 2015). These data layers are: elevation (original unit: meter), slope (degree), pre-
cipitation regime (ratio), and rock permeability (level of permeability) (Figure 2). All of the data layers
were prepared at a resolution of 200 m and standardised by linear transformation between minimum
and maximum values to a scale of 0–100.

2.4 Modelling and evaluation of distorted typologies

For the modelling of distorted typologies we tested out four types of the decision-tree method, the
minimum distance to means method, the maximum likelihood method, and the k-nearest neighbours
method (Table 1). The models were created based on a random sample, which encompassed 2,000 train-
ing cells from each type. This means that 18,000 cells (3.6% of the total number of cells) were used in
the modelling of Perko’s (1998) distorted classification, and 26,000 cells (5.1% of all cells) were used
with the distorted classification by Špes et al. (2002).

We evaluated the modelled distorted typologies by calculating the correlation between the mod-
elled distorted typology and the explanatory data layers, as well as the correlation between the basic
distorted typology and the modelled distorted typology, taking into account all (and not only the learn-
ing) cells. If the modelling based on a congruous baseline typology was successful, the correlation between
the modelled distorted typology and the explanatory data layers should be as high as possible. Also
the correlation between the modelled distorted typology and the basic distorted typology should be
as high as possible. We determined correlations between the typology and the explanatory variables
by using information gain, the gain ratio, and the eta2 coefficient. Correlations between typologies were
determined using the kappa coefficient and the Cramer coefficient of correlation. The modelled dis-
torted typologies were also verified with a discriminant analysis.

basic distorted typology/

osnovna popačena tipizacija

original typology/

izvirna tipizacija

Figure�1:�Outline�of�the�formation�of�the�distorted�typology�(right)�with�a random�redistribution�of�the
original�typology�cells�(left).

Figure�2:�Selected�data�layers�for�modelling.�p p.�120
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3 Results and discussion

We noted that due to the incongruity of the basic distorted typology, decision tree methods did not
construct rules at all; namely, the computer programme didn’t find suitable classification rules and the
algorithm stopped. With the minimum distance to means method, the maximum likelihood method,
and the k-nearest neighbours method, however, we were able to design rules for the distorted TIPI9
typology (Figure 3, Table 2), as well as the distorted TIPI13 typology (Figure 4, Table 3). Moreover, it
should be noted that when modelling the TIPI13 typology by the minimum distance to means method,
only 12 of the 13 types were recognised.
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Table�1:�Supervised�classification�methods�used�in�the�study.�Modelling�was�performed�using�SPSS�and
Idrisi/Terrset�software.

Method Settings Method description
(source)

decision tree, SPSS version with 10 layers, 100 units in internal nodes, 50 units Lin, Noe and He 2006
the Gini coefficient measure in external nodes, minimal improvement of 

the Gini coefficient: 0.0001, pruning SE = 1
decision tree, Idrisi/Terrset pruning (nodes with less than 1% Eastman 2015
version with the gain ratio of cells within the type)
measure
decision tree, Idrisi/Terrset pruning (nodes with less than 1% Eastman 2015
version with the Gini of cells within the type)
coefficient measure
decision tree, Idrisi/Terrset pruning (nodes with less than 1% Eastman 2015
version with the gain ratio of cells within the type)
measure
minimum distance to means distance type is not additionally standardised, McCoy 2005;

maximum distance is not limited Eastman 2015
maximum likelihood the same a priori probability for each type, Richards 1986;

the minimum likelihood for classification is 0 Eastman 2015
k-nearest neighbours the number of k-neighbours is 30, the highest Kononenko 

permitted value of cells from individual and Kukar 2007; 
categories was 2000 training cells Eastman 2015

Figure�3:�Modelled�distorted�TIPI9�typologies�following�successful�supervised�classification.
p p.�122
Figure�4:�Modelled�distorted�TIPI13�typologies�following�successful�supervised�classification.
p p.�123
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Table�2:�Share�of�types�according�to�the�basic�distorted�TIPI9�typology�and�according�to�individual
modelled�distorted�TIPI9�typologies.

Type code Share of area (%)

Basic distorted Modelled distorted TIPI9 typologies
TIPI9 typology

k-nearest Maximum Minimum distance
neighbours likelihood to means

1.1 15.1 14.9 12.6 24.5
1.2 23.0 14.3 4.1 3.4
1.3 4.0 12.0 3.2 0.6
2.1 14.8 11.1 12.5 3.6
2.2 6.4 10.4 38.1 20.3
3.1 18.8 9.9 3.5 6.3
3.2 9.4 9.2 6.4 <0.1
4.1 5.2 9.4 13.6 27.9
4.2 3.3 8.8 6.0 13.4
Total 100.0 100.0 100.0 100.0

Table�3:�Share�of�types�according�to�the�basic�distorted�TIPI13�typology�and�according�to�individual
modelled�distorted�TIPI13�typologies.

Type code Share of area (%)

Basic distorted Modelled distorted TIPI13 typologies
TIPI13 typology

k-nearest Maximum Minimum distance
neighbours likelihood to means

1 8.3 12.1 3.7 3.6
2 3.6 11.8 4.6 0.3
3 17.7 9.8 9.0 19.5
4 22.4 8.8 13.5 28.5
5 6.2 8.5 22.2 2.0
6 16.2 7.6 12.4 /
7 8.8 7.4 9.7 0.4
8 4.4 6.2 2.3 6.7
9 5.4 5.7 5.7 <0.1
10 1.6 6.2 3.4 5.8
11 2.5 6.1 0.1 <0.1
12 1.7 4.6 4.4 6.6
13 1.2 5.1 9.0 26.6
Total 100.0 100.0 100.0 100.0
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3.1 Analysis of TIPI9 results

A review of the correlation between the modelled distorted typologies and the data layers (Table 4)
showed that, according to several evaluation criteria, the two modelled distorted typologies created by
the minimum distance to means method and the maximum likelihood method have considerably high-
er correlation rates than the basic distorted typology and the modelled distorted typology created by
the k-nearest neighbours algorithm. A higher correlation rate means that the types are formed in such
a way as to better fit the numeric values of data layers. The share of appropriately classified types fol-
lowing verification by discriminant analysis also showed that the aforementioned methods yielded the
more congruous models (Table 5).

Table�4:�Evaluation�of�TIPI9�typologies�according�to�their�correlation�with�individual�data�layers.

Typology Information Information Eta2

gain (bit) gain ratio coefficient

basic distorted typology 0.00 0.00 0.00
modelled distorted typology created 0.04 0.01 0.00

by the k-nearest neighbours method
modelled distorted typology created 0.55 0.10 0.50

by the maximum likelihood method
modelled distorted typology created 0.55 0.11 0.43

by the minimum distance to means method
basic distorted typology 0.00 0.00 0.00
modelled distorted typology created 0.09 0.01 0.01

by the k-nearest neighbours method
modelled distorted typology created 0.71 0.09 0.54

by the maximum likelihood method
modelled distorted typology created 0.87 0.11 0.65

by the minimum distance to means method
basic distorted typology 0.00 0.00 0.00
modelled distorted typology created 0.05 0.01 0.00

by the k-nearest neighbours method
modelled distorted typology created 0.65 0.20 0.35

by the maximum likelihood method
modelled distorted typology created 1.17 0.35 0.73

by the minimum distance to means method
basic distorted typology 0.00 0.00 0.00
modelled distorted typology created 0.06 0.01 0.01

by the k-nearest neighbours method
modelled distorted typology created 0.61 0.11 0.47

by the maximum likelihood method
modelled distorted typology created 0.56 0.10 0.41

by the minimum distance to means method
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Table�5:�Evaluation�of�TIPI9�typologies�based�on�all�the�data�layers�simultaneously�using�discriminant
analysis.

Typology Share (%) of cells that are classified correctly
according to the discriminant analysis

Basic distorted typology 7.5
Modelled distorted typology created by the k-nearest 14.2

neighbours method
Modelled distorted typology created by the maximum 67.1

likelihood method
Modelled distorted typology created by the minimum 72.5

distance to means method

When evaluating the modelled distorted typologies, we also had to ask ourselves how successful-
ly we approached the baseline, i.e., the basic distorted typology. For this purpose, we compared the
modelled distorted typologies with the basic distorted typology, calculated the kappa coefficient and
the Cramer coefficient (Table 6), and subsequently also compared the number of cells that were clas-
sified the same within the basic distorted typology and an individual modelled distorted typology (Table 7).

Table�6:�Kappa�coefficients�and�Cramer�coefficients�for�the�comparison�of�individual�modelled�distorted
typologies�with�the�basic�distorted�TIPI9�typology.

Modelled distorted typology Cramer coefficient Kappa coefficient (%)

Modelled distorted typology created 0.006 (stat. sig, p=0,001) 0.04 (stat. sig, p=0,001)
by the k-nearest neighbours method

Modelled distorted typology created 0.004 (not stat. sig,) 0.0 (not stat. sig,)
by the maximum likelihood method

Modelled distorted typology created 0.004 (not stat. sig,) 0.0 (not stat. sig,)
by the minimum distance to means method

Table�7:�Correspondence�of�modelled�distorted�typologies�with�the�basic�distorted�TIPI9�typology.

Modelled distorted typology Share of all cells (%) Share of training cells (%)

Modelled distorted typology created 12.2 21.1
by the k-nearest neighbours method

Modelled distorted typology created 9.4 11.8
by the maximum likelihood method

Modelled distorted typology created 9.4 11.7
by the minimum distance to means method

We found agreement with the basic distorted typology to be extremely low, which means that the
modelled distorted typologies differ considerably from what they should be similar to. The Cramer coef-
ficient, the kappa coefficient, and the share of identically classified cells were low in all cases; they were
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lowest with those modelled distorted typologies that were created by the maximum likelihood method
and the minimum distance to means method. This means that methods have a way of »imposing« their
own structure on the model; the lower the correspondence, the more the structure of a certain method
is imposed. Some higher values in the evaluation of modelled distorted typologies based on data layers
are actually due to methods classifying cells according to certain rules, while basically imposing their own
structure with regard to data layers and without taking into account the basic distorted typology.

A lesser consideration of the basic distorted typology and the imposition of the inherent structure
of an individual method are a consequence of the distorted TIPI9 typology being completely random
and non-objective, and therefore not suitable for adequate modelling.

3.2 Analysis of results TIPI13

In the evaluation regarding the connection to data layers (Table 8), the modelled distorted typolo-
gies TIPT13 by using the method of minimum distance to means and the method of maximum likelihood
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Table�8:�Evaluating�typologies�TIPI13�on�the�basis�of�connection�with�data�layers.

Typology Information Information Eta2

gain (bit) gain ratio coefficient

Basic distorted typology 0.00 0.00 0.00
Modelled distorted typology created 0.05 0.01 0.00

by the k-nearest neighbours method
Modelled distorted typology created 0.62 0.12 0.42

by the maximum likelihood method
Modelled distorted typology created by the 0.55 0.11 0.43

minimum distance to means method (12 types!)
Basic distorted typology 0.00 0.00 0.00
Modelled distorted typology created 0.09 0.01 0.00

by the k-nearest neighbours method
Modelled distorted typology created 0.69 0.09 0.41

by the maximum likelihood method
Modelled distorted typology created by the 0.80 0.10 0.59

minimum distance to means method (12 types!)
Basic distorted typology 0.00 0.00 0.00
Modelled distorted typology created 0.05 0.02 0.01

by the k-nearest neighbours method
Modelled distorted typology created 0.77 0.23 0.30

by the maximum likelihood method
Modelled distorted typology created by the 1.40 0.43 0.83

minimum distance to means method (12 types!)
Basic distorted typology 0.00 0.00 0.00
Modelled distorted typology created 0.07 0.01 0.49

by the k-nearest neighbours method
Modelled distorted typology created 0.71 0.12 0.33

by the maximum likelihood method
Modelled distorted typology created by the 0.56 0.10 0.47

minimum distance to means method (12 types!)
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are evaluated better than the modelled distorted typology using the method k-nearest neighbours, and
the basic distorted typology. Since the minimum distance to means method also »enforces« its struc-
ture, the evaluation scores are relatively good; however (as will be seen in the second part of the article),
this is why the model does not correspond to the basic distorted TIPI13 typology. The share of ade-
quately classified cells after performing the discriminant analysis has shown that the model according
to the method of minimum distance to means proved to be the most adequate (Table 9).

Table�9:�Evaluating�typologies�TIPI13�on�the�basis�of�all�data�layers�simultaneously�using�discriminant
analysis.

Typology Share (%) of cells that are classified
correctly according to the discriminant analysis

Basic distorted typology 3.7
Modelled distorted typology created by the k-nearest 7.4

neighbours method
Modelled distorted typology created by the maximum 50.2

likelihood method
Modelled distorted typology created by the minimum 76.4

distance to means method (12 types!)

In the modelling of the distorted TIPI13 typology, we also noted slightly higher scores for mod-
elled typologies using certain methods (in particular, the method of minimum distance to means). Since
we considered this to be a similar feature as with TIPI9, we continued the analysis also in this case and
calculated how effectively the modelled distorted typologies connect to the basic distorted TIPI13 typol-
ogy (Tables 10 and 11).

Table�10:�Kappa�coefficient�and�Cramer’s�coefficient�for�the�comparison�of�modelled�distorted�typologies
with�the�basic�distorted TIPI13�typology�(a we�manually�changed�one�cell’s�type�from�8�to�6,�in�order�for
all�types�to�be�represented�and�to�be�able�to�calculate�the�kappa�coefficient;�b�statistically�significant�at
p<0.001;�c�statistically�not�significant).

Modelled distorted typology Cramer coefficient Kappa coefficient (%)

Modelled distorted typology created 0.009b 0.5b

by the k-nearest neighbours method
Modelled distorted typology created 0.005c 0.0c

by the maximum likelihood method
Modelled distorted typology created by the 0.005c 0.1c

minimum distance to means method (12 types!)a

According to the number of types, the agreement of the modelled and the original distorted typol-
ogy is, as expected, even smaller than in the case of the analysis of TIPI9. The Cramer’s coefficient, the
kappa coefficient, and the share of equally classified cells are very low. In comparison to all the cells,
the share of equally classified cells is very low in all modelled typologies (app. 10%) and is mostly a result
of a random agreement. Some higher values of connection to data layers are actually the consequence
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of the fact that the methods classify the cells relatively well according to certain rules, but at the same
time impose their own structure.

A smaller consideration of the basic distorted original typology and imposing own structure of an
individual method are a consequence of the fact that the distorted TIPI13 typology is actually not proper
and does not enable adequate modelling.

3.3 Comparison of results with previous research studies

By comparing the results of modelling the distorted typologies to the results, acquired with mod-
elling the original (undistorted!) typologies, it can be seen that the agreements in modelling the originals
were substantially higher. In modelling TIPI9 on the basis of a 3.6% learning sample, four explanato-
ry data layers, and different classification methods, all the tools were able to determine the rules, with
the agreement between the original typology and its model being between 51% (method of minimum
distance to means) and 75% (method of k-nearest neighbours) (Ciglič 2014; Ciglič and Perko 2015).
In modelling TIPI9 on the basis of a 1.0% learning sample, six explanatory data layers, and the method
of random forests, a 94% agreement was achieved (Ciglič et al. 2017). In modelling TIPI13 on the basis
of a 5.1% learning sample, four explanatory data layers, and different classification methods, the rules
were set by all the methods, with the agreement between the original typology and its model being between
47% (method of minimum distance to means) and 69% (method of k-nearest neighbours) (Ciglič 2014).
In modelling TIPI13 on the basis of a 100.0% learning sample, different combinations of data layers,
and the decision tree method, the agreement between the original typology and its model ranged from
71.2% to 79.5% (Ciglič 2012). All the cases show a much higher agreement than the modelling of dis-
torted classifications. All the tools formed the classification rules, meaning that the original classifications
TIPI9 and TIPI13 are not random and are designed with a high degree of objectivity, since they can
be confirmed by different quantitative models.

The modelling of distorted typologies has shown that some methods (different decision tree algo-
rithms) cannot prepare classification rules if input data is incongruous or illogical. Some methods
(minimum distance to means, maximum likelihood, k-nearest neighbours) indeed managed to form
a modelled distorted typology; however, it was entirely different than its baseline.

This means that by using the supervised classification methods we can model features (in this case
landscape types) for which the data of sufficient quality is available. If not, the rule »garbage�in,�garbage
out« is applied, meaning that bad data (input into a model) cannot lead to congruous or useful results
(output from a model). Due to these findings, caution is advised when using classification methods,
making sure that results are checked in different ways.
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Table�11:�Agreement�of�modelled�distorted�typologies�with�basic�distorted�TIPI13�typology.

Modelled distorted typology Share of all cells (%) Share of training cells (%)

Modelled distorted typology created 9.0 17.0
by the k-nearest neighbours method

Modelled distorted typology created 10.0 8.5
by the maximum likelihood method

Modelled distorted typology created by the 11.2 8.1
minimum distance to means method (12 types!)



4 Conclusion

The article addresses the capability of prediction of certain supervised classification methods. We
tried to assess the results deriving from different supervised classification methods, if they are used
for modelling a random or incongruously based classification. For this purpose, we distorted two nat-
ural landscape typologies of Slovenia and tried to determine logical classification rules for them by using
different methods.

We noted that certain methods (decision tree method) cannot confirm random or incongruous clas-
sifications even to the lowest extent, since the algorithm is not capable of finding logical classification
rules and clearly determined types. Certain methods are indeed capable of modelling a classification,
but only to the extent where the entire agreement between the original and the model can be attrib-
uted merely to a coincidence. It is important to emphasise that certain methods, which we checked
(foremost the method of minimum distance to means), produce visually relatively logical natural land-
scape types, however, these come as a result of »enforcing« the method’s own structure, which produces
a typology entirely different than the original. Due to the mentioned findings, it is suggested the results
be checked in several ways. Both compositions of modelling distorted typologies (TIPI9 and TIPI13)
led us to similar conclusions. Distorted typologies can objectively be regarded as inadequate, since:
• by using certain methods, we were not able to produce a model due to the incongruity of distorted

typology,
• produced modelled distorted typologies did not comply with the basic distorted typology despite some

relatively positive scores from the perspective of correlation with the explanatory data layers.
Checking the modelling of distorted classifications can be helpful for studying the characteristics

of geoinformation tools or for familiarising with their operation, since the user is given the informa-
tion about which supervised classification method enforces its own structure more and which method
fits the learning data better (even though the data is bad or distorted). This way a user with a repre-
sentative database can use the methods that can fit the learning data better. Otherwise he should try
out different methods and compare results.
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PREVERJANJE VPLIVA NESMISELNOSTI VHODNIH
PODATKOV PRI IZBRANIH KVANTITATIVNIH METODAH
ZA MODELIRANJE NARAVNOPOKRAJINSKIH TIPIZACIJ

1 Uvod

1.1 Teo re tično ozad je ra zi ska ve

Do ločanje na rav no po kra jin skih ti pov ima v Slo ve ni ji dol go tra di ci jo (Me lik 1946; Per ko 1998; Špes
in so de lav ci 2002; Perko, Hrvatin in Ciglič 2015; 2017; Perko in Zorn 2016), prav tako tudi dru god po
sve tu (na pri mer Ol son in so de lav ci 2001; Mücher in so de lav ci 2010). Ob ana li zah po kra ji ne so av tor ji
opo zar ja li na šte vil ne iz zi ve, ki so pri sot ni pri pro ce su de li tve po kra ji ne na po sa mez ne eno te (Gams
1986; Mücher in so de lav ci 2003; Bai ley 2004). Eden iz med iz zi vov je tudi od sot nost splošnega do go -
vo ra o do je ma nju po kra ji ne. Udo de Haes in Klijn (1994) sta iz po stavila, da je lah ko eko si stem de fi ni ran
kot ab strak ten po jem ali pa kot de jan sko pre poz na ven ob jekt. Da so eno te de jansko lah ko pre poz na -
ne, trdi Bai ley (1996, 4), ki pra vi, da eko si ste mi kot geo graf ske eno te po kra ji ne vključuje jo vse na rav ne
po ja ve in so lah ko pre poz na ni in za me je ni z me ja mi. Gams (1978, 15) pa nas prot no trdi, da »… je�vsa�-
ka�re�gi�ja�z ome�je�no�črto�na�kar�ti�ne�na�rav�na,�umet�na�tvor�ba�in�rabi�samo�kot�sreds�tvo�ugo�tav�lja�nja�raz�lik…«.

Zato je tudi pre ver ja nje ob sto ja na rav no po kra jin skih ti pov ena iz med po memb nih pr vin, saj so že
dalj časa na vo ljo raz lični računal niški al go rit mi, ki omo gočajo mo de li ra nje že iz delanih ti pi za cij. Tako
lah ko za sle di mo raz lične pri me re to vrst ne ga pre ver ja nja po kra jin skih kla si fi ka cij (Breskvar Žaucer in
Marušič 2006; Strand 2011). Ana li ze (Ciglič 2012; 2014; Kokalj in Oštir 2013; Ciglič in Perko 2015),
ki obrav na va jo dve slo ven ski na rav no po kra jin ski ti pi za ci ji (Perko 1998; Špes in sodelavci 2002), so po -
ka za le, da sta obe, kljub temu, da sta bili na re je ni z ročnim do ločan jem meja, do volj ka ko vost ni in ju
je mo goče mo de li ra ti s kvan ti ta tiv ni mi me to da mi.

Na tem me stu se sprašuje mo, ali bi v pri me ru zelo sla bo za sno va nih ozi ro ma na ključnih ti pi za cij
me to de nad zo ro va ne kla si fi ka ci je, ki so po go sto upo rab lje ne v po kra jin skih ana li zah (na pri mer odločit -
ve na dre ve sa, me to da naj večje ver jet no sti, me to da k najb ližjih so se dov, me to da naj manjše raz da lje),
sploh lah ko iz de la le mo de le. Za sle di li smo na mreč preiz kus, kako se ob ne se jo me to de v geo graf skih
ana li zah, ki jih av tor ji opra vi jo na si mu li ra nih po dat kih (Belbin in McDonald 1993). Vsa ka me to da
ima do ločene pred no sti in sla bo sti, po nu di jo pa tudi raz lične re zul ta te.

V pris pev ku želi mo pre ve ri ti, kako se ob ne se jo me to de za mo de li ra nje ti pi za cij, tudi če so te na re -
je ne po vsem brez upošte va nja ka kršnega koli na rav no geo graf ske ga ozadja, to rej po vsem na ključno.
S po sku som smo na pri me ru Slo ve ni je pre ve ri li, kako se me to de ob našajo v pri me ru na ključnih, lah -
ko bi de ja li tudi ne smi sel nih na rav no po kra jin skih ti pi za cij. Tako bomo lah ko oce ni li, kakšen je vpliv
sa mih me tod na re zul tat modelira nja. Za ta preiz kus smo po pačili dve iz vir ni na rav no po kra jin ski ti -
pi za ci ji – po Perku (1998) ter Špesovi in sodelavcih (2002).

1.2 Ter mi no lo gi ja

V pris pev ku upo rab lja mo daljše izra ze za ločeva nje med vr sta mi ti pi za cij:
• iz vir na (na rav no po kra jin ska) ti pi za ci ja – s tem izra zom oz načuje mo iz vir ni ti pi za ciji; to sta ti pizaci ji

Slo ve ni je po Perku (1998) ter po Špesovi in sodelavcih (2002),
• (os nov na) po pačena (na rav no po kra jin ska) ti pi za ci ja – s tem izra zom oz načuje mo na mer no popačeni

iz vir ni na rav no po kra jin ski ti pi za ci ji, ki sta služili za mo de li ra nje ne smi sel nih ti pi za cij Slo ve ni je,
• mo de li ra na po pačena (na rav no po kra jin ska) ti pi za ci ja – s tem izra zom oz načuje mo vsa ko tipizacijo,

ki je bila na re je na z me to do nad zo ro va ne kla si fi ka ci je na pod la gi osnovne po pačene iz vir ne ti pizacije.
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2 Me to do lo gi ja

2.1 Iz vir ni na rav no po kra jin ski ti pi za ci ji

Pris pe vek smo za sno va li na ana li zi na ravno po kra jin skih ti pi za cij po Per ku (1998) ter Špe so vi in
so de lav cih (2002). Per ko je do ločil 9 ti pov:
• alp ska go rov ja tip (oz na ka tipa je 1.1),
• alp ska hri bov ja (1.2),
• alp ske rav ni ne (1.3),
• pa non ska gričevja (2.1),
• pa non ske rav ni ne (2.2),
• di nar ske pla no te (3.1),
• di nar ska po do lja in rav ni ki (3.2),
• sre do zem ska gričevja (4.1),
• sre do zem ske pla no te (4.2).

Špe so va in so de lav ci (2002) pa so do ločili 13 ti pov:
• vi so ko gor ski svet (oz na ka tipa je 1),
• širše rečne do line v vi so ko gor ju, hri bov ju in na kra su (2),
• vi so ke kraške pla no te in hri bov ja v kar bo nat nih kam ni nah (3),
• hri bov ja v pre težno ne kar bo nat nih kam ni nah (4),
• med gor ske kot li ne (5),
• gričevje v no tra njem delu Slo ve ni je (6),
• rav ni ne in širše do li ne v gričevju no tra nje ga dela Slo ve ni je (7),
• kraška po lja in po do lja (8),
• niz ki kras No tranj ske in Do lenj ske (9),
• niz ki kras Bele kra ji ne (10),
• Kras in Pod gor ski kras (11),
• gričevje v pri mor skem delu Slo ve ni je (12),
• širše do li ne in obal ne rav ni ce v pri mor skem delu Slo ve ni je (13).

Za ra di pre gled no sti smo na rav no po kra jin sko ti pi za ci jo po Per ku (1998) poi me no va li TIPI9, pokra -
jin skoe ko loško ti pi za ci jo po Špe so vi in so de lav cih (2002) pa TIPI13.

2.2 Pri pra va po pačenih na rav no po kra jin skih ti pi za cij

Najprej smo iz vir ni ti pi za ci ji ra ste ri zi ra li. Ločlji vost ra str ske ga slo ja je bila 200 m, kar pred stav lja
506.450 ce lic in še omo goča ana li ze z običajno računal niško opre mo. Nato smo obe iz vir ni ti pi za ci ji in
s tem tudi na bor na ključnih učnih ce lic na ključno pre raz po re di li po pro sto ru (sli ka 1). Pri obeh smo
ohra ni li vse tipe v ena kem raz mer ju in z ena kim šte vi lom ce lic, ce li ce smo le na ključno pre raz po re di -
li. Na ta način smo do bi li osnovno po pačeno (na ključno ali ne smi sel no) ti pi za ci jo. Pre raz po re di tev je
bila nareje na s po močjo pro gra ma SPSS. Za po pačeni ti pi za ci ji pričaku je mo, da ne bo sta do se gli takšnih
ocen in us pešno sti mo de li ra nja kot pa iz vir ni ti pi za ci ji.

Iz vir na ti pi za ci ja TIPI9 se je s po pačeno raz ličico uje ma la v 15,1 %, kar je ena ko izračunu teo re -
tičnega uje ma nja. Iz vir na ti pi za ci ja TIPI13 se je s svo jo po pačeno raz ličico uje ma la v 13,1 %, kar je bli zu
izračunu teo re tičnega uje ma nja (ta je 13,4 %). Na ključno uje ma nje med iz vir no in osnovno po pačeno
ti pi za cijo je do kaz, da smo ti pi za ci ji us trez no po pačili.

Sli�ka�1:�She�ma�iz�de�la�ve�osnovne�po�pačene�ti�pi�za�ci�je�(de�sno)�z na�ključno�pre�raz�po�re�di�tvi�jo�ce�lic�iz�vir�ne
ti�pi�za�cije (levo).
Glej an gleški del pris pev ka.
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2.3 Po dat kov ni slo ji za mo de li ra nje

Za mo de li ra nje smo iz bra li štiri po dat kov ne slo je, ki so se v pre te klih razi ska vah po ka za li za us -
trez ne in so z nji mi iz vir ne ti pi za ci je že raz me ro ma us pešno mo de li ra li (na primer Ciglič in Perko 2015).
Ti po dat kov ni slo ji so: nad mor ska višina (os nov na eno ta: me ter), na klon (sto pi nja), pa da vin ski režim
(pa da vin sko raz mer je) in pre pust nost kam nin (stop nja pre pust no sti) (sli ka 2). Vsi po dat kovni slo ji so
bili pri prav lje ni v ločlji vo sti 200 m ter stan dar di zi ra ni z li near no trans for ma ci jo med mi ni mal no in mak -
si mal no vred nost jo na vred nost no les tvi co 0–100.

Sli�ka�2:�Iz�bra�ni�po�dat�kov�ni�slo�ji�za�mo�de�li�ra�nje.
Glej an gleški del pris pev ka.

2.4 Modeli ra nje in vred no te nje po pačenih ti pi za cij

Za mo de li ra nje po pačenih ti pi za cij smo preiz ku si li štiri vr ste me tod od ločit ve nih dre ves, me to do
naj manjše raz da lje, me to do naj večje ver jet no sti in me to do k najb ližjih so se dov (pre gled ni ca 1). Mo -
de le smo iz de la li na na ključnem vzor cu, v ka te rem smo za je li po 2000 učnih ce lic iz vsa ke ga tipa. To
po me ni, da smo pri Per ko vi (1998) po pačeni kla si fi ka ci ji za iz de la vo mo de la upo ra bi li 18.000 ce lic (3,6 %
vseh ce lic), pri po pačeni kla si fi ka ci ji Špe so ve in so de lav cev (2002) pa 26.000 ce lic (5,1 %).
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Pre�gled�ni�ca�1:�Me�to�de�nad�zo�ro�va�ne�kla�si�fi�ka�ci�je,�ki�smo�jih�upo�ra�bi�li�v ra�zi�ska�vi.�Mo�de�li�ra�nje�smo
izved�li�v pro�gra�mih�SPSS�in�Idri�si/Terr�set.

me to da na sta vi tve opis me to de (vir)

od lo či tve no dre vo, raz li či ca SPSS de set rav ni, 100 enot v no tra njih voz liš čih, Lin, Noe in He 2006
z mero Gi ni jev koe fi cient 50 enot v zu na njih voz liš čih, mi ni mal no

iz bolj ša nje Gi ni je ve ga koe fi cien ta: 0,0001,
obre zo va nje/pru ning SE = 1)

od lo či tve no dre vo, raz li či ca obre zo va nje (voz liš ča z manj kot 1 % ce lic v tipu) Eastman 2015
Idri si/Terr set z mero raz mer je
in for ma cij ske ga pris pev ka
od lo či tve no dre vo, raz li či ca obre zo va nje (voz liš ča z manj kot 1 % ce lic v tipu) Eastman 2015
Idri si/Terr set z mero Gi ni jev
koe fi cient
od lo či tve no dre vo, raz li či ca obre zo va nje (voz liš ča z manj kot 1 % ce lic v tipu) Eastman 2015
Idri si/Terr set z mero 
in for ma cij ski pris pe vek
me to da naj manj še raz da lje tip raz da lje ni do dat no stan dar di zi ran, McCoy 2005; 

naj dalj ša raz da lja ni ome je na Eastman 2015
me to da naj več je ver jet no sti ena ke aprior ne ver jet no sti za vsak tip, Ric hards 1986;

mi ni mal na ver jet nost za kla si fi ka ci jo je 0 Eastman 2015
me to da k najb liž jih so se dov šte vi lo so se dov k je 30, naj viš je do vo lje no Kononenko 

število ce lic iz po sa mez ne ka te go ri je je in Kukar 2007; 
bilo 2000 uč nih ce lic Eastman 2015



Dob lje ne mo de li ra ne po pačene ti pi za ci je smo ovred no ti li tako, da smo na pod la gi vseh ce lic (ne
le učnih ce lic!) izračuna li po ve za nost med mo de li ra no po pačeno ti pi za ci jo in po jas nje val ni mi po dat -
kov ni mi slo ji ter po ve za nost med mo de li ra no po pačeno ti pi za cijo in os nov no po pačeno ti pi za ci jo. Ob
us pešnem mo de li ra nju na pod la gi smi sel ne iz ho diščne ti pi za ci je, bi mo ra la biti po ve za nost med mo -
de li ra no po pačeno ti pi za ci jo in po jas nje val ni mi po dat kov ni mi slo ji ter med mo de li ra no po pačeno
ti pi za ci jo in os nov no po pačeno ti pi za ci jo čim večja. Po ve za no sti med ti pi za ci jo in po jas nje val ni mi spre -
men ljiv ka mi smo ugo tav lja li z in for ma cij skim pris pev kom, raz mer jem in for ma cij ske ga pris pev ka ter
koe fi cien tom eta2. Po ve za nost med ti pi za ci ja mi pa smo ugo tav lja li s koe fi cien tom kappa in Cra mer -
je vim koe fi cien tom po ve za no sti. Mo de li ra ne po pačene ti pi za ci je smo pre ve ri li tudi z di skri mi nančno
ana li zo.

3 Re zul ta ti in di sku si ja

Opa zi li smo, da za ra di ne smi sel no sti os nov ne po pačene ti pi za ci je me to de z od ločit ve ni mi dre ve -
si sploh niso us pe le iz de la ti pra vil; računal niški pro gram na mreč ni našel us trez nih kla si fi ka cij skih pra vil
in al go ri tem se je us ta vil. Z me to da mi naj manjše raz da lje, naj večje ver jet no sti in k najb ližjih so se dov
pa smo pra vi la us pe li iz de la ti za po pačeno ti pi za ci jo TIPI9 (sli ka 3, pre gled ni ca 2) in tudi za po pačeno
ti pi za ci jo TIPI13 (sli ka 4, pre gled ni ca 3). Tu je tre ba še opo zo ri ti, da je bilo pri mo de li ra nju ti pi za ci je
TIPI13 po me to di naj manjše raz da lje pre poz na nih samo 12 od 13 ti pov!

Sli�ka�3:�Mo�de�li�ra�ne�po�pačene�ti�pi�za�ci�je�TIPI9�po�us�pe�lih�me�to�dah�nad�zo�ro�va�ne�kla�si�fi�ka�ci�je.
Glej an gleški del pris pev ka.

Sli�ka�4:�Mo�de�li�ra�ne�po�pačene�ti�pi�za�ci�je�TIPI13�po�us�pe�lih�me�to�dah�nad�zo�ro�va�ne�kla�si�fi�ka�ci�je.
Glej an gleški del pris pev ka.
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Pre�gled�ni�ca�2:�De�lež�ti�pov�po�osnovni�po�pačeni�ti�pi�za�ci�ji�TIPI9�in�po�po�sa�mez�nih�mo�de�li�ra�nih
popačenih�tipiza�ci�jah�TIPI9.

oz na ka de lež po vrš ja (%)
tipa

po pa če na ti pi za ci ja mo de li ra ne po pa če ne ti pi za ci je

k najb liž jih so se dov naj več ja ver jet nost naj manj ša raz da lja

1.1 15,1 14,9 12,6 24,5
1.2 23,0 14,3 4,1 3,4
1.3 4,0 12,0 3,2 0,6
2.1 14,8 11,1 12,5 3,6
2.2 6,4 10,4 38,1 20,3
3.1 18,8 9,9 3,5 6,3
3.2 9,4 9,2 6,4 <0,1
4.1 5,2 9,4 13,6 27,9
4.2 3,3 8,8 6,0 13,4
sku paj 100,0 100,0 100,0 100,0



3.1 Ana li za re zul ta tov TIPI9

Pri pre gledu po ve za no sti mo de li ra nih po pačenih ti pi za cij s po dat kov ni mi slo ji (pre gled ni ca 4), smo
opa zi li, da mo de li ra ni po pačeni ti pi za ci ji po me to di naj manjše raz da lje in me to di naj večje ver jet no -
sti do se ga ta pre cej višje po ve za no sti po več načinih vred no te nja kot pa os nov na po pačena ti pi za ci ja in
mo de li ra na po pačena ti pi za ci ja po me to di k najb ližjih so se dov. Višja po ve za nost po me ni, da so tipi ob -
li ko va ni tako, da bo lje us tre za jo šte vil skim vred no stim po dat kov nih slo jev, in se zato s po dat kov ni mi
slo ji bo lje povezu je jo. De lež us trez no kla si fi ci ra nih po pre ver ja nju z di skri mi nančno ana li zo je prav
tako po ka zal, da sta ome nje ni me to di na re di li bolj smi sel na mo de la (pre gled ni ca 5).

Pri vred no te nju mo de li ra nih po pačenih ti pi za cij se mo ra mo tudi vprašati, kako us pešno smo se
prib ližali iz ho dišču, to rej os nov ni popačeni ti pi za ci ji. Zato smo pri mer ja li mo de li ra ne po pačene ti piza -
ci je in os nov no po pačeno ti pi za ci jo ter izračuna li koe fi cient kap pa in Cra mer jev koe fi cient (pre gled ni ca 6),
nato pa smo pri mer ja li tudi, ko li ko ce lic je ena ko kla si fi ci ra nih v os nov ni popačeni ti pi za ci ji in po sa -
mez ni mo de li ra ni po pačeni ti pi za ci ji (pre gled ni ca 7).

Ugo to vi li smo, da je uje ma nje z os nov no po pačeno ti pi za ci jo izred no majh no, kar po me ni, da se
mo de li ra ne po pačene ti pi za ci je pre cej raz li ku je jo od ti ste ga, čemur bi mo ra le biti po dob ne. Cra merjev
koe fi cient, koe fi cient kap pa in de lež ena ko kla si fi ci ra nih ce lic so po vsod zelo niz ki, naj nižji pri mo de -
li ra nih po pačenih ti pi za ci jah po me to dah naj večje ver jet no sti in naj manjše raz da lje. To po me ni, da me to de
»vsi li jo« svo jo strukturo; manjše kot je uje ma nje, bolj vsi lje na je do ločena struk tu ra me to de.

Ne ka te re višje vred no sti vred no te nja mo de li ra nih po pačenih ti pi za cij na pod la gi po dat kov nih slo -
jev so de jan sko po sle di ca tega, da me to de kla si fi ci ra jo ce li ce po do ločenih pra vi lih, a de jan sko vsi li jo
svo jo struk tu ro gle de na po dat kov ne slo je in ne upošte va jo iz ho diščne po pačene ti pi za ci je.

Manjše upošte va nje os nov ne po pačene ti pi za ci je in vsi lje va nje last ne struk tu re po sa mez ne me to -
de, sta po sle di ci dejs tva, da je po pačena ti pi za ci ja TIPI9 de jan sko po vsem na ključna, neob jek tiv na in
zato ne omo goča za do vo lji ve stop nje mo de li ra nja.
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Pre�gled�ni�ca�3:�De�lež�ti�pov�po�osnovni�po�pačeni�ti�pi�za�ci�ji�TIPI13�in�po�po�sa�mez�nih�mo�de�li�ra�nih
po�pačenih�tipiza�ci�jah.

oz na ka de lež po vrš ja (%)
tipa

po pa če na ti pi za ci ja mo de li ra na po pa če ne ti pi za ci je

k najb liž jih so se dov naj več ja ver jet nost naj manj ša raz da lja

1 8,3 12,1 3,7 3,6
2 3,6 11,8 4,6 0,3
3 17,7 9,8 9,0 19,5
4 22,4 8,8 13,5 28,5
5 6,2 8,5 22,2 2,0
6 16,2 7,6 12,4 /
7 8,8 7,4 9,7 0,4
8 4,4 6,2 2,3 6,7
9 5,4 5,7 5,7 <0,1
10 1,6 6,2 3,4 5,8
11 2,5 6,1 0,1 <0,1
12 1,7 4,6 4,4 6,6
13 1,2 5,1 9,0 26,6
sku paj 100,0 100,0 100,0 100,0
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Pre�gled�ni�ca�4:�Vred�no�te�nje�ti�pi�za�cij�TIPI9�na�pod�la�gi�po�ve�za�no�sti�s po�sa�mez�ni�mi�po�dat�kovnimi�slo�ji.

ti pi za ci ja in for ma cij ski raz mer je koe fi cient
pris pe vek (bit) in for ma cij ske ga eta2

pris pev ka

osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,04 0,01 0,00

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,55 0,10 0,50

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,55 0,11 0,43

z me to do naj manj še raz da lje
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,09 0,01 0,01

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,71 0,09 0,54

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,87 0,11 0,65

z me to do naj manj še raz da lje
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,05 0,01 0,00

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,65 0,20 0,35

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 1,17 0,35 0,73

z me to do naj manj še raz da lje
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,06 0,01 0,01

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,61 0,11 0,47

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,56 0,10 0,41

z me to do naj manj še raz da lje
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Pre�gled�ni�ca�5:�Vred�no�te�nje�ti�pi�za�cij�TIPI9�na�pod�la�gi�vseh�po�dat�kov�nih�slo�jev�hkra�ti�z di�skri�mi�nančno
ana�li�zo.

ti pi za ci ja de lež pra vil no kla si fi ci ra nih ce lic
po di skri mi nančni ana li zi (%)

os nov na po pačena ti pi za ci ja 7,5
mo de li ra na po pa če na ti pi za ci ja z me to do k najb liž jih so se dov 14,2
mo de li ra na po pa če na ti pi za ci ja z me to do naj več je ver jet no sti 67,1
mo de li ra na po pa če na ti pi za ci ja z me to do naj manj še raz da lje 72,5
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Pre�gled�ni�ca�6:�Izračuna�ni�koe�fi�cien�ti�kap�pa�in�Cra�mer�je�vi�koe�fi�cien�ti�za�pri�mer�ja�vo�po�sa�mez�nih
modeli�ra�nih�po�pačenih�ti�pi�za�cij�z�osnovno po�pačeno�ti�pi�za�ci�jo�TIPI9.

mo de li ra na po pačena tipi za ci ja Cra mer jev koe fi cient koe fi cient kap pa (%)

mo de li ra na po pa če na ti pi za ci ja 0,006 (stat. značilen p=0,001) 0,04 (stat. značilen p=0,001)
z me to do k najb liž jih so se dov

mo de li ra na po pa če na ti pi za ci ja 0,004 (ni stat. značilno) 0,0 (ni stat. značilno)
z me to do naj več je ver jet no sti

mo de li ra na po pa če na ti pi za ci ja 0,004 (ni stat. značilno) 0,0 (ni stat. značilno)
z me to do naj manj še raz da lje

Pre�gled�ni�ca�7:�Uje�ma�nje�mo�de�li�ra�nih�po�pačenih�ti�pi�za�cij�z os�nov�no�po�pačeno�ti�pi�za�ci�jo�TIPI9.

mo de li ra na po pa če na ti pi za ci ja de lež ena ko kla si fi ci ra nih de lež ena ko kla si fi ci ra nih 
ce lic od vseh ce lic (%) uč nih ce lic (%)

mo de li ra na po pa če na ti pi za ci ja 12,2 21,1
z me to do k najb liž jih so se dov

mo de li ra na po pa če na ti pi za ci ja 9,4 11,8
z me to do naj več je ver jet no sti

mo de li ra na po pa če na ti pi za ci ja 9,4 11,7
z me to do naj manj še raz da lje

3.2 Ana li za re zul ta tov TIPI13

Pri vred no te nju gle de na po ve za nost s po dat kov ni mi slo ji (pre gled ni ca 8) sta mo de li ra ni po pačeni
ti pi za ci ji po me to di naj manjše raz da lje in po me to di naj večje ver jet no sti oce nje ni bo lje kot mo de li rana
po pačena ti pi za ci ja po me to di k najb ližjih so se dov ter os nov na po pačena ti pi za ci ja. Ker me to da naj -
manjše raz da lje tudi »vsi li« svo jo struk tu ro, so oce ne re la tiv no do bre, a (kot bomo vi de li v na da lje va nju)
se mo del zato ne uje ma z os nov no po pačeno ti pi za ci jo TIPI13. De lež us trez no kla si fi ci ra nih ce lic po
pre ver ja nju z di skri mi nančno ana li zo je po ka zal, da se je mo del po me to di naj manjših raz dalj prav tako
iz ka zal kot naj bolj ustrezen (pre gled ni ca 9).

Tudi pri mo de li ra nju po pačene ti pi za ci je TIPI13 smo za mo de li ra ne ti pi za ci je po ne ka te rih me to -
dah (pred vsem po me to di naj manjše raz da lje) do bi li ne ko li ko višje oce ne. Ker skle pa mo, da gre za
po do ben po jav kot pri TIPI9, smo tudi tu kaj na da lje va li ana li zo in izračuna li, kako do bro se mo de li -
ra ne po pačene ti pi za ci je po ve zu je jo z os nov no po pačeno ti pi za ci jo TIPI13 (pre gled ni ci 10 in 11).

Uje ma nje mo de li ra ne in iz vir ne po pačene ti pi za cije je gle de na šte vi lo ti pov pričako va no še manjše
kot v pri me ru ana li ze TIPI9. Cra mer jev koe fi cient, koe fi cient kap pa in de lež ena ko kla si fi ci ra nih ce -
lic so zelo niz ki. De lež ena ko kla si fi ci ra nih ce lic gle de na vse ce li ce je zelo maj hen pri vseh mo de li ranih
ti pi za ci jah (okrog 10 %) in je pred vsem re zul tat na ključnega uje ma nja. Ne ka te re višje vred no sti po ve -
za no sti s po dat kov ni mi slo ji so de jan sko po sle di ca dejs tva, da me to de kla si fi ci ra jo ce li ce po do ločenih
pra vi lih re la tiv no do bro, a vsi li jo svo jo strukturo.

Manjše upošte va nje iz ho diščne osnovne po pačene ti pi za ci je in vsi lje va nje last ne struk tu re po sa -
mez ne me to de sta po sle di ci tega, da je po pačena ti pi za ci ja TIPI13 de jan sko sla ba ozi ro ma neob jek tiv na
ter ne omo goča us trez ne ga mo de li ra nja.
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Pre�gled�ni�ca�8:�Vred�no�te�nje�ti�pi�za�cij�TIPI13�na�pod�la�gi�po�ve�za�no�sti�s po�dat�kov�ni�mi�slo�ji.

ti pi za ci ja in for ma cij ski raz mer je koe fi cient
pris pe vek (bit) in for ma cij ske ga eta2

pris pev ka

osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,05 0,01 0,00

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,62 0,12 0,42

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,55 0,11 0,43

z me to do naj manj še raz da lje (12 sku pin!)
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,09 0,01 0,00

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,69 0,09 0,41

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,80 0,10 0,59

z me to do naj manj še raz da lje (12 sku pin!)
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,05 0,02 0,01

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,77 0,23 0,30

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 1,40 0,43 0,83

z me to do naj manj še raz da lje (12 sku pin!)
osnovna po pa če na ti pi za ci ja 0,00 0,00 0,00
mo de li ra na po pa če na ti pi za ci ja 0,07 0,01 0,49

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,71 0,12 0,33

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,56 0,10 0,47

z me to do naj manj še raz da lje (12 sku pin!)
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Pre�gled�ni�ca�9:�Vred�no�te�nje�ti�pi�za�cij�TIPI13�na�pod�la�gi�vseh�po�dat�kov�nih�slo�jev�hkra�ti�z di�skri�mi�nančno
ana�li�zo.

ti pi za ci ja de lež pra vil no kla si fi ci ra nih ce lic
po di skri mi nančni ana li zi (%)

os nov na po pačena ti pi za ci ja 3,7
mo de li ra na po pa če na ti pi za ci ja z me to do k najb liž jih so se dov 7,4
mo de li ra na po pa če na ti pi za ci ja z me to do naj več je ver jet no sti 50,2
mo de li ra na po pa če na ti pi za ci ja z me to do naj manj še raz da lje (12 sku pin!) 76,4



3.3 Pri mer ja va re zul ta tov s pred hod ni mi ra zi ska va mi

Ob pri mer ja vi re zul ta tov mo de li ranj po pačenih ti pi za cij z re zul ta ti mo de li ranj, ki so bili dob lje ni
z mo de li ra njem iz vir nih (ne po pačenih!) ti pi za cij, lah ko ugo to vi mo, da so bila uje ma nja pri mo de li ra -
nju iz vir ni kov pre cej večja. Pri mo de li ra nju TIPI9 na te me lju 3,6 % učnega vzor ca, šti rih po jas nje val nih
po dat kov nih slo jev in raz ličnih kla si fi ka cij skih me tod so prav vsa orod ja us pe la do ločiti pra vi la, uje -
ma nje med iz vir no ti pi za ci jo in nje nim mo de lom pa je bilo od 51 % (me to da naj manjše raz da lje) do
75 % (me to da k najb ližjih so se dov) (Ciglič 2014; Ciglič in Perko 2015). Pri mo de li ra nju TIPI9 na te -
me lju 1,0 % učnega vzor ca, šes tih po jas nje val nih po dat kov nih slo jev in me to de na ključnih goz dov je
bilo do seženo uje ma nje 94 % (Ci glič in so de lav ci 2017). Pri mo de li ra nju TIPI13 na te me lju 5,1 % učnega
vzor ca, šti rih po dat kov nih slo jev in raz ličnih kla si fi ka cij skih me tod so pra vi la us pe la do ločiti prav vse
me to de, uje ma nje med iz vir no ti pi za ci jo in nje nim mo de lom pa je bilo od 47 % (me to da naj manjše
raz da lje) do 69 % (me to da k najb ližjih so se dov) (Ciglič 2014). Pri mo de li ra nju TIPI13 na te me lju 100,0 %
učnega vzor ca, raz ličnih kom bi na cij po dat kov nih slo jev in me to de od ločit ve ne ga dre ve sa je bilo uje -
ma nje med iz vir no ti pi za ci jo in nje nim mo de lom od 71,2 % do 79,5 % (Ciglič 2012). V vseh pri me rih
gre to rej za pre cej višje uje ma nje, kot pri mo de li ra nju po pačenih kla si fi ka cij. Kla si fi ka cij ska pra vi la so
iz de la la prav vsa orod ja, kar po me ni, da iz vir ni kla si fi ka ci ji TIPI9 in TIPI13 ni sta na ključni in sta na -
re je ni s pre cejšnjo mero ob jek tiv no sti, saj ju lah ko po tr di mo z raz ličnimi kvan titativ ni mi mo de li.

Mo de li ra nje po pačenih ti pi za cij je po ka za lo, da ne ka te re me to de (raz ni al go rit mi od ločit ve nih dre -
ves) ne mo re jo pri pra vi ti kla si fi ka cij skih pra vil, če so vhod ni po dat ki ne smi sel ni ozi ro ma ne lo gični.
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Pre�gled�ni�ca�10:�Koe�fi�cient�kap�pa�in�Cra�mer�jev�koe�fi�cient�za�pri�mer�ja�vo�posameznih�mo�de�li�ra�nih
popačenih�ti�pi�za�cij�s�popačeno�tipizacijo�TIPI13�(a ročno�smo�eni�ce�li�ci�spre�me�ni�li�tip�iz�8�v 6�zato,
da�so�bili�za�sto�pa�ni�vsi�tipi�in�je�bilo�mo�goče�izračuna�ti�koe�fi�cient�kap�pa;�b�sta�ti�stično�značilno�pri
p<0,001;�c�ni�sta�ti�stično�značilno).

mo de li ra na po pačena tipi za ci ja Cra mer jev koe fi cient koe fi cient kap pa (%)

mo de li ra na po pa če na ti pi za ci ja 0,009b 0,5b

z me to do k najb liž jih so se dov
mo de li ra na po pa če na ti pi za ci ja 0,005c 0,0c

z me to do naj več je ver jet no sti
mo de li ra na po pa če na ti pi za ci ja 0,005c 0,1c

z me to do naj manj še raz da lje (12 sku pin!)a

Pre�gled�ni�ca�11:�Uje�ma�nje�mo�de�li�ra�nih�po�pačenih�ti�pi�za�cij�z os�nov�no�po�pačeno�ti�pi�za�ci�jo�TIPI13.

mo de li ra na po pa če na ti pi za ci ja de lež ena ko kla si fi ci ra nih de lež ena ko kla si fi ci ra nih 
ce lic od vseh ce lic (%) uč nih ce lic (%)

mo de li ra na po pa če na ti pi za ci ja 9,0 17,0
z me to do k najb liž jih so se dov

mo de li ra na po pa če na ti pi za ci ja 10,0 8,5
z me to do naj več je ver jet no sti

mo de li ra na po pa če na ti pi za ci ja 11,2 8,1
z me to do naj manj še raz da lje (12 sku pin!)



Ne ka te re me to de (naj manjša raz da lja, največja ver jet nost, k najb ližjih so se dov) so si cer us pe le pri pra -
vi ti mo de li ra no po pačeno ti pi za ci jo, a je bila ta po vsem dru gačna od svo je ga iz vir ni ka.

To po me ni, da lah ko z me to da mi nad zo ro va ne kla si fi ka ci je mo de li ra mo po ja ve (v tem pri me ru po -
kra jin ske tipe), za ka te re ima mo do volj ka ko vost ne po dat ke. V nas prot nem pri me ru ve lja pra vi lo »gar�ba�ge
in,�gar�ba�ge�out«, kar po me ni, da s sla bi mi po dat ki (vnos v mo del) ne mo re mo pričako va ti smi sel nih
ozi ro ma upo rab nih re zul ta tov (iz voz iz mo de la). Za ra di ome njenih ugo to vi tev je tre ba biti pri rabi kla -
si fi ka cij skih me tod pre vi den in je tre ba re zul ta te pre ve ri ti na raz lične načine.

4 Sklep

Pris pe vek obrav na va spo sob nost na po ve do va nja ne ka te rih me tod nad zo ro va ne kla si fi ka ci je. Žele li
smo pre ve ri ti, kakšne re zul ta te po da jo raz lične me to de nad zo ro va ne kla si fi ka cij ske, če z nji mi mo deli -
ramo na ključno ozi ro ma ne ra zum sko za sno va no kla si fi ka ci jo. Za ta na men smo po pačili dve na rav -
no po kra jin ski ti pi za ci ji Slo ve ni je ter skušali za nju do ločiti smi sel na kla si fi ka cij ska pra vi la z različnimi
me to da mi.

Ugo to vi li smo, da ne ka te re me to de (od ločit ve na dre ve sa) na ključnih ozi ro ma ne ra zum skih kla si -
fi ka cij ne mo re jo po tr di ti niti v naj manjši meri, saj al go ri tem ni spo so ben naj ti lo gičnih kla si fi ka cij skih
pra vil in čis tih sku pin (ti pov). Nekate re me to de si cer us pe jo mo de li ra ti kla si fi ka ci jo, a le v to likšni meri,
da lah ko ce lot no uje ma nje med iz vir ni kom in mo de lom pri pišemo zgolj na ključju. Po memb no je opo -
zo ri ti, da ne ka te re me to de, ki smo jih pre ver ja li (pred vsem me to da naj manjše raz da lje), proi zve de jo
vi zual no pre cej smi sel ne na rav no po kra jin ske tipe, a so ti po sle di ca »vsi lje va nja« last ne struk tu re same
me to de, ki poda po vsem dru gačno ti pi za ci jo od iz vir ni ka. Za ra di ome nje nih ugo to vi tev je pri po ročlji -
vo re zul ta te pre ve ri ti na več načinov. V obeh sklo pih mo de li ra nja po pačenih ti pi za cij (TIPI9 in TIPI13)
smo prišli do po dob nih ugo to vi tev. Po pačeni ti pi za ci ji lah ko ob jek tiv no oz načimo kot neu strez ni, saj:
• po ne ka te rih me to dah ni smo us pe li iz de la ti mo de la za ra di ne smi sel no sti po pačene ti pizaci je,
• se iz de la ne mo de li ra ne po pačene ti pi za ci je, kljub ne ka te rim re la tiv no do brim oce nam z vi di ka po -

ve zo va nja s po jas nje val ni mi po dat kov ni mi slo ji, niso uje ma le z os nov no po pačeno ti pi za ci jo.
Za preučeva nje last no sti ge oin for ma cij skih oro dij ozi ro ma spoz na va nje nji ho ve ga de lo va nja, je pre -

ver ja nje mo de li ra nja po pačenih kla si fi ka cij lah ko v po moč, saj upo rab nik dobi in for ma ci jo o tem, ka te ra
me to da nad zo ro va ne kla si fi ka ci je bolj vsi lju je svo jo struk tu ro in ka te ra me to da se bolj pri la go di učnim
po dat kom (čeprav sla bim ozi ro ma po pačenim). Tako lah ko upo rab nik, ki meni, da ima re pre zen ta tiv -
no po dat kov no bazo, upo ra bi me to de, ki se bolj pri la go di jo učnim po dat kom, v nas prot nem pri me ru
pa mora preiz ku si ti raz lične me to de in pri mer ja ti re zul ta te.

Zah�va�la:�Razi�ska�vo�je�so�fi�nan�ci�ra�la�Jav�na�agen�ci�ja�za�ra�zi�sko�val�no�de�jav�nost�Re�pub�li�ke�Slo�ve�ni�je�v okviru
ra�zi�sko�val�ne�ga�pro�jek�ta�»Na�pre�dek�račun�sko�in�ten�ziv�nih�me�tod�za�učin�ko�vi�to�so�dob�no�splošno�na�mensko
sta�ti�stično�ana�li�zo�in�skle�pa�nje«�(L1-7542)�in�ra�zi�sko�val�nega�pro�gra�ma�»Geo�gra�fi�ja�Slo�ve�ni�je�(P6-0101)«.

5 Viri in li te ra tu ra

Glej an gleški del pris pev ka.
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